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МОДИФИКАЦИЯ МЕТОДА FMEA ПРИ ПОМОЩИ АЛГОРИТМОВ 
МАШИННОГО ОБУЧЕНИЯ 

Оценка рисков – важная задача в любых сферах, начиная от производства, заканчи-
вая медициной. Риски сопровождают проект, продукт или процесс на всей жизнедеятель-
ности, с момента планирования до его полного прекращения. На каждом из них существу-
ют свои подходы. К ним относится FMEA (Failure Mode and Effects Analysis) - анализ видов 
и последствий отказов. Предлагаемая модель основана на методе FMEA, базирующемся на 
оценке рисков по трем критериям: тяжесть последствий при реализации угрозы и слож-
ность идентификации отказа, вероятность возникновения. Первые два критерия основаны 
на экспертной оценке, полученной в соответствии с методами искусственного интеллек-
та. Авторами предложена модификация третьего критерия. В своей работе мы заменили 
экспертную оценку критерия «вероятность возникновения» моделью машинного обучения, 
способной спрогнозировать этот показатель на основе статистических данных. Провели 
первый этап исследования поставленной задачи на открытом датасете NASA о рабочих 
циклах двигателей до их отказа. Изначально, ставится задача прогнозирования оставше-
гося количества циклов до отказа, затем мы произвели переход к задаче классификации, 
определяя, входит ли в зону риска оборудование, в зависимости от его потенциального 
остатка ресурса. Наилучший результат дал метод опорных векторов (SVM), точность 
классификации которого 80%. Целью работы является создание модели оценки рисков на 
основе методики FMEA, позволяющей повысить качество оценки, сократить субъектив-
ность в принятии решений, делая прогноз на основе исторических данных, а не только 
субъективном опыте эксперта.  

Анализ рисков; FMEA; машинное обучение; прогнозирование; система поддержки 
принятия решений. 
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E.S. Podoplelova, I.I. Knyazev 

MODIFICATION OF THE FMEA METHOD USING MACHINE LEARNING 
ALGORITHMS 

Risk assessment is an important task in any field, from manufacturing to medicine. Risks ac-
company a project, product or process throughout its life, from the moment of planning until its 
complete termination. Each of them has its own approaches. These include FMEA (Failure Mode 
and Effects Analysis) - analysis of the types and consequences of failures. The proposed model is 
based on the FMEA method, which is based on risk assessment according to three criteria: the 
severity of the consequences when a threat is realized and the complexity of identifying a failure, 
the probability of occurrence. The first two criteria are based on expert assessment obtained in 
accordance with artificial intelligence methods. The authors proposed a modification of the third 
criterion. In our work, we replaced the expert assessment of the “probability of occurrence” crite-
rion with a machine learning model capable of predicting this indicator based on statistical data. 
We carried out the first stage of research into the task at hand on NASA’s open dataset about en-
gine operating cycles before failure. Initially, the task was set to predict the remaining number of 
cycles before failure, then we moved to the classification task, determining whether the equipment 
is at risk, depending on its potential remaining life. The best result was obtained by the support 
vector machine (SVM), with a classification accuracy of 80%. The goal of the work is to create a 
risk assessment model based on the FMEA methodology, which allows to improve the quality of 
assessment, reduce subjectivity in decision making, making a forecast based on historical data, 
and not just the subjective experience of an expert. 

Risk assessment; FMEA; machine learning; forecasting; decision support system. 

Введение. Оценка и управление рисками является важной частью любого 
процесса, следовательно, любая предметная область имеет свои методы и подхо-
ды. Впервые данная методология была предложена в стандарте США MIL-STD-
1629 «Procedures for Performing a Failure Mode, Effects and Criticality Analysis», там 
дано следующее определение: FMEA – это процедура, с помощью которой прово-
дится анализ всех возможных ошибок системы и определения последствий воз-
действия на систему с целью классификации всех ошибок по признаку их критич-
ности для работы системы [1, 2].  

В последствии методология приобрела широкую популярность в производствен-
ной сфере, причем не только в анализе конструкций, но и в анализе самих процессов. 
В работе [3] предложенный авторами метод тестировался на двух задачах в областях 
производства аэрокосмической электроники и стрелочной системы метро.  

В работе [4] данный подход использовался для оценки рисков роботизированной 
реабилитации, причем не с технической точки зрения отказа оборудования, а с приме-
нением анализа среды функционирования (АСФ), которая включает оценку социаль-
ной и экономической стороны. Так же, в данной работе были применены методы мно-
гокритериального принятия решений, нечеткие множества, а также, для ранжирования 
ошибок по уровням опасности была применена кластеризация.  

В работе [5] также применяется методика FMEA для оценки рисков в логи-
стике. Предлагается система поддержки принятия решений (СППР), используется 
нечеткая логика и методы многокритериального принятия решений.  

Все эти исследования объединяет цель получить такую систему, способную 
оценивать риски быстро и качественно, не уступая высококвалифицированному 
эксперту. Все они формализовали разницу в опыте и стаже экспертов (в случае 
участия группы экспертов), изменяли веса критериев, чтобы получить гибкую и 
наиболее объективную систему.  

Описание метода. Традиционный FMEA включает три критерия: сложность 
определения дефекта (D), вероятность реализации угрозы (O) и тяжесть последст-
вий (S). Мы предлагаем автоматизировать оценку вероятности реализации угрозы, 
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получая задачу прогнозирования отказа. Для этого необходимы статистические 
данные по объекту анализа, что является первой сложностью при реализации.  

 
 
 
 

 
Рис. 1. Модификация модели FMEA 

В рамках статьи будет рассмотрена только задача прогнозирования, описан-
ная на примере отказа оборудования на данных NASA [6]. Этот набор данных 
представляет собой версию Kaggle очень общедоступного набора данных для мо-
делирования деградации активов NASA. Он включает в себя смоделированные 
данные по работе до отказа турбовентиляторных реактивных двигателей. 

Моделирование деградации двигателя проводилось с использованием  
C-MAPSS. Четыре разных набора были смоделированы при различных сочетаниях 
рабочих условий и режимов неисправности. Используются несколько каналов дат-
чиков для характеристики развития дефектов.  

Цель исследования состоит в том, чтобы спрогнозировать оставшийся срок 
службы каждого двигателя в наборе тестовых данных, то есть количество полетов 
(успешных запусков) после последней записи.  

Анализ данных. Проанализировав данный набор, его можно описать сле-
дующим образом: 

 100 двигателей; 
 21 датчик; 
 3 режима работы 
 20631 запись (временная метка). 
После анализа было выявлено, что настройка 3 не изменяема, т.е. не имеет 

никакого влияния на работу. Ряд показателей датчиков также статичен, а значит 
также не несет никакой полезной информации, способной повлиять на прогноз. 
Датчики под номерами 1, 5, 6, 10, 16, 18, 19 были исключены из дальнейшего ис-
следования на втором и третьим этапах.  

Далее, мы получили график, показывающий жизненный цикл каждого двига-
теля. На рис. 2 представлен фрагмент.  

 
Рис. 2. Жизненный цикл первых 20-ти двигателей 
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Распределение длительности работы двигателей в количественном соотно-
шении представлено на рис. 3. 

 
Рис. 3. Распределение количества двигателей по длительности работы 

Как видим, большинство двигателей работает в пределах 190–210, далее они 
начинают отказывать. После преобразований мы получили количество использо-
ваний по каждому двигателю до отказа. Дальнейшей задачей является настройка 
методов машинного обучения.  Исследование происходило в три этапа: 

1. Тестирование со всеми параметрами без исторических данных. 
2. Тестирование с исключение «бесполезных» датчиков и режимов без исто-

рических данных. 
3. Тестирование с исключение «бесполезных» датчиков и режимов с истори-

ческими данными. 
Для анализы были выбраны методы: Random Forest [7, 8], Linear Regression 

[9, 10], SVM [11–13]. 
В результате первого (верхний график) и второго этапов (нижний график) мы 

выяснили, что модель прогнозирует срок службы значительно выше реального 
(рис. 4).  

 
Рис. 4. Результат первого и второго этапов 
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На третьем этапе мы пытаемся обнаружить закономерности временных рядов 
в наших функциях, добавляя к имеющимся данным новую функцию, называемую 
«функция скользящего среднего». Это эквивалент среднего значения признака с 
учетом 10 временных циклов. Он будет рассчитан для каждой функции. 

Здесь мы видим, что датчики s_9,  s_11,  s_12 и s_7 оказывают существенное 
влияние на целевую переменную (ЦП). Например, если оставить все остальные 
функции постоянными, мы заметим, что, когда физическая скорость ядра (пред-
ставленная s_9) увеличивается, ЦП сравнительно уменьшается. 

Судя по разнице в RMSE, мы замечаем, что SVR работает лучше, чем другие 
модели, при выполнении на всем наборе данных. Полученное тестовое RMSE рав-
но 31, и это будет наш результат, который мы сможем превзойти при запуске мо-
дели с использованием лучших функций, обнаруженных на данный момент. 

Далее, задача была сведена к классификации, где мы определили 3 класса: 
1. Целевая переменная в диапазоне [0...68]: Зона риска, близится отказ обору-

дования. 
2. Целевая переменная в диапазоне [69...137]: Средний уровень риска. 
3. Целевая переменная в диапазоне [138...361]: Риска нет, прогнозируемое 

количество успешных запусков больше 138. 
Результаты классификации разными методами представлены в табл. 1.  

Таблица 1 
Результаты классификации 

SVM Accuracy score of training  0.789 
Error rate of training  0.175 

Accuracy score of test  0.776 
Error rate of test 0.172 

KNN[14] Accuracy score of validation 0.620 
Error rate of validation 0.227 

Random Forest  Accuracy score of validation 0.650 
Error rate of validation 0.207 

Guassian Naive 
Bayes[15, 16] 

Accuracy score of train 0.634 
Error rate of train 0.199 

Accuracy score of test 0.651 
Error rate of test 0.182 

Как видно из таблицы, наилучший результат достигнут методом опорных 
векторов, однако, точность все еще далека от идеальной. Случайный лес, Наивный 
Байес изначально были сильно подвержены переобучению, в итоге так и не дали 
лучшей точности.  

Заключение. В результате описанного исследования мы оценили модифика-
цию FMEA методики методами машинного обучения и сделали следующие выво-
ды: для получения высокой точности (более 90%) необходимо больше статистиче-
ских данных, как можно больше приближенных к реальности. Также, планируется 
рассмотреть другие модели, например нейронные сети [17–19] и Леса с квантиль-
ной регрессией (QRF) [20–21].  

Однако, в рамках целого исследования оценки рисков методом FMEA, ос-
тальные два критерия остаются для оценки специалистами. Представление знаний 
экспертов также является важной частью в разработке СППР, мы модифицировали 
только ту часть, которая, по нашему мнению, сможет обеспечить решение задачи 
прогнозирования в условиях отсутствия квалифицированного эксперта, потому 
что итоговое решение остаётся за ЛПР.  
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Полученные результаты уже имеют точность, способную сравниться с оцен-
кой среднего специалиста, и, в то же время, даже превзойти ЛПР, не имеющего 
четкого представления и специальных знаний об объекте оценки, что в перспекти-
ве сможет решить проблему нехватки квалифицированных узконаправленных 
специалистов. Методы машинного обучения способны решить ряд описанных 
выше проблем, но полная замена человека не предполагается в ближайшие годы.  
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К.О. Север, Д.А. Гужва, И.И. Турулин  

РЕКУРСИВНЫЙ РАЗДЕЛИМЫЙ ДВУМЕРНЫЙ ЦИФРОВЫЙ ФИЛЬТР 
ДЛЯ ПОВЫШЕНИЯ РЕЗКОСТИ RGB-ИЗОБРАЖЕНИЙ 

Важную роль в восприятии качества изображения играет резкость, то есть величина 

градиента яркости в областях вблизи границ объектов. Данная характеристика отвечает за 

четкость и детализацию мелких элементов изображения. Расфокусировка объектива каме-

ры и недостаточная освещенность являются основными факторами, которые могут при-

вести к размытию цифрового изображения. Для увеличения резкости используют различные 

методы обработки, такие как фильтрация в частотной области, например применение бы-

строго преобразования Фурье для подчеркивания границ и текстур изображения. Примене-

ние данного типа фильтрации позволяет управлять контрастом и частотным содержанием 

изображения, что приводит к улучшению визуального восприятия. Однако данный метод 

имеет ряд существенных недостатков, таких как логарифмическая сложность и выполнение 

дополнительных вычислений, связанных с прямым и обратным преобразованием Фурье. По-

этому предпочтительным методом повышения резкости изображения является так назы-

ваемая пространственная обработка, обеспечивающая прямую фильтрацию пикселей изо-

бражения без дополнительных преобразований, а повторное использование результатов об-

работки (рекурсивной составляющей) в фильтре позволяет сократить число операций, 

уменьшить вычислительную сложность. В статье описана разработка эффективного ре-

курсивного разделимого двумерного цифрового фильтра для повышения резкости  

RGB-изображений большой размерности. Приведены алгоритмы его построения, спроекти-

рованы соответствующие структурные схемы. Фильтр обладает свойством более равно-

мерной детализации объектов изображения, и менее подвержен созданию импульсного шума. 

Также для исходного RGB-изображения высокого разрешения смоделирован фильтр размы-

тия, матрица которого заполняется по нормальному (гауссовому) закону. Для оценки каче-

ства фильтрации разработанный фильтр сравнивается с алгоритмом классической двумер-

ной свертки с ядром фильтра высоких частот Лапласа 5x5.  

Обработка изображений; двумерные цифровые фильтры; рекурсивные алгоритмы; 

резкость; фильтр; двумерный; изображение. 

K.O. Sever, D.A. Guzhva, I.I. Turulin  

RECURSPIVE SEPARABLE 2D DIGITAL FILTER FOR INCREASING  
THE SHARPNESS OF RGB IMAGES 

An important role in the perception of image quality is sharpness, that is, the An important 

role in the perception of image quality is played by sharpness, that is, the magnitude of the bright-

ness gradient in areas near the boundaries of objects. This characteristic is responsible for the 

clarity and detail of small image elements. Defocusing the camera lens and insufficient illumina-

tion are the main factors that can lead to digital image blurring. To increase the sharpness, vari-

ous processing methods are used, such as filtering in the frequency domain, for example, the use of 

fast Fourier transform to emphasize the boundaries and textures of the image. The use of this type 
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